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1 Ogólna charakterystyka dziedziny rozprawy
Problemy związane z wnioskowaniem z danych zawierających opis obiektów (potocznie zwane
wnioskowaniem z danych) były i są intensywnie badane różnorodnymi metodami, począwszy od
prac Legendre’a i Gaussa sprzed ponad 200 lat, aż po najnowsze prace z zakresu statystycznych
metod uczenia maszynowego, metod zbiorów przybliżonych i obliczeń granularnych, czy też tzw.
głębokich sieci neuronowych [BFOS84, HTF01, GBC16]. Częstą trudnością na jaką napotykają
badacze jest niekompletny opis obiektów, zarówno w ogólnym sensie braku dostępnej informacji,
jak i w szczególnym sensie niekompletności opisu w zdefiniowanej już wcześniej przestrzeni opi-
sów. Jeśli dane definiujemy jako system informacyjny (w sensie Pawlaka [Paw83]), składający
się ze skończonego zbioru obiektów oraz skończonego zbioru atrybutów, które są funkcjami na-
dającymi wartość atrybutu dla obiektu, to taka niekompletność opisu obiektu oznacza brakującą
wartość atrybutu na tym obiekcie.

Problem wnioskowania na podstawie obiektów z brakującymi wartościami atrybutów jest
znany w uczeniu maszynowym i poświęcono mu wiele prac w celu głębszego poznania tego
problemu i opracowania metod wnioskowania w przypadku brakujących wartości atrybutów
[LR87, MFK+04, Mar08, Gra12, HB14, vB18, Laa18]. W odróżnieniu jednak od analogicz-
nego zagadnienia występującego w relacyjnych bazach danych, gdzie w latach ’70-’90 ubiegłego
wieku wypracowano rozwiązania stosowane powszechnie jako standard [Lip79, IL84], w zakre-
sie uczenia maszynowego nie wypracowano podejścia, które całościowo obejmowałoby aspekty
związane z brakującymi wartościami. Stwierdzenie to jest zarówno prawdziwe w odniesieniu
metod wnioskowania z wykorzystaniem teorii zbiorów przybliżonych [PSŻ95, GBW97, GBH01,
GMS00, ST01a], jak i w odniesieniu do pozostałych metod takich jak np. sieci neuronowe
[Mar08, GS10, MGR17, GBC16, SST+18].
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Pod koniec lat ’70 i na początku ’80 ubiegłego wieku ukazały się m.in. prace Friedmana
[Fri77], Kononenki [KBR84] i Breimana [BFOS84], które przedstawiają pewne metody umożli-
wiające poradzenie sobie z brakującymi wartościami podczas indukcji drzew decyzyjnych. Pod-
stawową ideą wspólną dla zaproponowanych metod jest klasyfikacja obiektów przez więcej niż
jedną ścieżkę w drzewie, co uzyskiwane jest przez wirtualny podział i fizyczną replikację obiek-
tów danych. Taka metoda została zaimplementowana przez Quinlan’a w popularnym algorytmie
C4.5 [Qui89], na którym wzorowanych jest wiele innych implementacji [WF00]. To podejście
jest stosowane na szeroką skalę ze względu na dość dobre wyniki i prostą interpretacje. Niestety,
wszystkie tego typu metody powodują załamanie dobrej, liniowo-logarytmicznej złożoności obli-
czeniowej indukcji drzewa co opisane jest w mojej pracy [Lat03a]. Prowadzone również są prace
nad metodami indukcji reguł decyzyjnych i asocjacyjnych, które pozwalają na bezpośrednie
wnioskowanie na danych z brakującymi wartościami [PR07, WI00, CG14, GBW97].

Oprócz metod, które potrafią bezpośrednio przetwarzać dane z brakującymi wartościami
atrybutów, opracowano również metody uzupełniania brakujących wartości [MFK+04, LR87,
Gra12, HB14, vB18, Laa18], aby uzupełnione dane można było przetwarzać dowolną metodą
wnioskowania, która nie zakłada możliwości wnioskowania na danych z brakującymi warto-
ściami. Najprostsza metoda uzupełniania brakujących wartości, sprowadzająca się do pod-
stawienia nieużywanej wartości z dziedziny, jest znana od samego początku uczenia maszy-
nowego. Jednakże taka metoda prowadzi do znacznego spadku poprawności wnioskowania i
jakości klasyfikacji. Stosowane metody uzupełniania brakujących wartości mogą być podzielone
na proste, gdy nie jest konstruowany żaden model danych lub model ten jest relatywnie prosty
[FH02, GBGBG99, GBH01], oraz złożone, gdzie uzupełnianie odbywa się na podstawie uprzed-
nio wygenerowanego modelu danych [MFK+04, Gra12, Laa18], a nawet takie gdy uzupełnianie
przeprowadzane jest wielokrotnie w celu lepszej estymacji statystycznych parametrów modelu
[Rub87, HB14, vB18]. Jednakże proste uzupełnianie danych (za pomocą statystyk punktowych,
np. średniej) często narusza strukturę danych, a uzupełnianie w oparciu o złożony model, a
szczególnie uzupełnianie wielokrotne, można stosować tylko przy algorytmach, których wyniki
(stanowiące parametry modelu) można w pewien sposób uśredniać, jak np. współczynniki re-
gresji (ale już nie do drzew czy reguł decyzyjnych).

2 Aktualny stan badań związanych z przedmiotem rozprawy
Problemy pojawiające się w związku brakującymi wartościami atrybutów są badane również w
ramach teorii zbiorów przybliżonych, która niejako stworzona została do radzenia sobie z ogól-
nie rozumianym problemem niedostępności informacji (por. [Paw83, Paw91, KPPS99]) oraz jest
rozszerzana na przypadek szczególny braku wartości atrybutów. Podejścia do tego problemu
można podzielić ze względu na zakładane modyfikacje teorii zbiorów przybliżonych. W pierw-
szej grupie znajdują się podejścia zakładające, że teoria zbiorów przybliżonych powinna zostać
zmodyfikowana w taki sposób, aby w naturalny sposób można było w jej ramach badać pro-
blemy występujące w przypadku brakujących wartości atrybutów (np. [GBH01, Kry98, PSŻ95,
ST01a, Lat05]). W drugiej grupie znajdują się podejścia niezakładające modyfikacji teorii zbio-
rów przybliżonych, które pozwalają na użycie klasycznych metod zbiorów przybliżonych poprzez
omijanie brakujących wartości atrybutów w dodatkowych krokach proponowanych algorytmów
(np. [GBGBG99, GBH01, Lat03b]). Na osobną uwagę zasługują prace, które rozszerzają defini-
cję systemu informacyjnego przyjmując tzw. wielowartościowe dziedziny atrybutów (np. atry-
but jako funkcja w zbiór podzbiorów dziedziny), uwzględniające również możliwość reprezentacji
braku wartości [DO02, SNŚ10, MH16], ale najczęściej jednak stosowane są podejścia zgodne z
pierwszą postacią normalną relacyjnych baz danych [Cod70].
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Ponieważ teoria zbiorów przybliżonych w pierwotnym sformułowaniu przez Pawlaka ba-
zuje na relacji nierozróżnialności, to większość prac pierwszej grupy koncentrowała się pra-
wie wyłącznie na modyfikacjach tej relacji. Tradycja modyfikacji relacji nierozróżnialności
jest dosyć długa i wywodzi się nie tylko z teorii zbiorów przybliżonych, ale również z in-
nych działów matematyki. W algebrze uniwersalnej występują pojęcia częściowych struktur,
czy też równości słabych [Bur86, Sta96, Bin00], które zainspirowały badaczy do wprowadze-
nia relacji tolerancji lub relacji symetrycznego podobieństwa jako modelu relacji nierozróż-
nialności [GBH01, Kry98, PSŻ95, ST01a]. W celu ominięcia problemów z zaproponowaną
semantyką brakujących wartości, wykazanych m.in. w [ST01a], zostały zaproponowane rów-
nież inne modele relacji nierozróżnialności, jak na przykład relacja niesymetrycznego podobień-
stwa, badana w pracach [GMS99, GMSZ99, SV00, ST99, ST01a, ST01b]. W celu osiągnięcia
jeszcze większej elastyczności zaproponowano również parametryzowane relacje podobieństwa,
czasem również z rozszerzeniem teorii zbiorów przybliżonych o elementy zbiorów rozmytych
[GMS00, ST99, ST01b]. Wszystkie te modyfikacje wymuszają jednak szczególną semantykę
brakujących wartości. Taka semantyka jest ustalona dla wszystkich zbiorów danych i ich atry-
butów (cech opisujących obiekty) w dokładnie ten sam sposób, co może powodować nadmierne
obciążenie założeniami modelu. Należy jednak stwierdzić, że te podejścia okazały się pomocne
przy wielu zastosowaniach, a z pewnością pozwalają na generowanie lepszych klasyfikatorów
niż przy użyciu standardowej relacji nierozróżnialności (po uzupełnieniu braków wymienio-
nych poniżej w opisie wyników moich prac). W ostatnich latach jawne wykorzystanie jednej
lub dwu alternatywnych definicji relacji nierozróżnialności (tolerancji/symetryczna i podobień-
stwa/niesymetryczna) pojawia się w wielu badaniach związanych z teorią zbiorów przybliżonych
[UMN+15, CGGBM17, HWY17, LWY18, WL18], jednakże w żadnym przypadku nie zakładają
one uczenia się semantyki brakujących wartości dopasowanej do danych (tj. wyuczania się relacji
nierozróżnialności dopasowanej do danych). Nieco odrębnym nurtem badań od modyfikacji rela-
cji nierozróżnialności jest aktywne poszukiwanie alternatywnych sposobów ujęcia aproksymacji
pojęć w przypadku danych z brakującymi wartościami [Rzą09, GB13, CGGBM17, LWY18].
Może to stanowić naturalną drogę dalszego rozwoju prac nad uogólnionymi relacjami nierozróż-
nialności, oraz znaleźć swoje odzwierciedlenie w implementacji Rseslib 3.

W drugiej grupie podejść znajdują się metody, które nie zakładają modyfikacji relacji nieroz-
różnialności i teorii zbiorów przybliżonych jako takiej. Zaproponowana przez Grzymałę-Busse
modyfikacja algorytmu indukcji reguł decyzyjnych LEM2 zakłada jedynie zmianę metody gene-
rowania reguł [GBH01, GBW97]. Zmodyfikowana wersja algorytmu MLEM2 omija przykłady z
brakującymi wartościami podczas budowy bloków dla konkretnego atrybutu. W dalszej kolej-
ności proces indukcji reguł przebiega jak w oryginalnej wersji algorytmu LEM2. Prace w tym
zakresie kontynuowane są do dnia dzisiejszego (np. [CGGB16, CGGBM17]) i obejmują wyko-
rzystanie danych, w których semantyka brakujących wartości jest zadana za pomocą specjalnego
symbolu (? lub *), lub porównuje się jedną z dwóch semantyk brakujących wartości na całym
zbiorze danych. Do tej grupy podejść należy też zaliczyć metodę dekompozycji [Lat03b].

3 Główne wyniki prac autora
W swoich badaniach koncentrowałem się na poszukiwaniu i doskonaleniu metod wnioskowania
na podstawie danych zawierających obiekty z brakującymi wartościami wykorzystujących teorię
zbiorów przybliżonych. Dotyczy to zarówno metod indukcji klasyfikatorów, które nie wymagają
ani uzupełniania brakujących danych, ani modyfikacji teorii i algorytmów, jak i rozszerzenia
teorii zbiorów przybliżonych tak, aby zapewnić wydobycie prawdziwej, najbardziej adekwatnej
semantyki brakujących wartości i zgodnie z tą semantyką przeprowadzić pełen proces wniosko-
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Rysunek 1: Metoda dekompozycji

wania na podstawie obiektów z brakującymi wartościami atrybutów. Z uwagi na długi okres
czasu w jakim powstawał cykl artykułów (od 2002r.) część wyników moich prac dotyczy również
rozwiązań problemów wykraczających nieco poza ściśle zdefiniowany przedmiot badań, ale zde-
cydowanie związanych z wnioskowaniem na podstawie niekompletnej informacji, które powstały
przy pokonywaniu trudności pojawiających się podczas pracy badawczej i licznych eksperymen-
tów komputerowych. W szczególności, dotyczy to systemów zrównoleglania obliczeń w celu
efektywnej realizacji eksperymentów, również na danych z brakującymi wartościami.

Wyniki moich prac można scharakteryzować następująco:

• Opracowanie metody indukcji klasyfikatorów na podstawie danych z brakującymi warto-
ściami poprzez dekompozycję danych z brakującymi wartościami na regularne obszary da-
nych kompletnych, indukcję dowolnego klasyfikatora na otrzymanych w ten sposób danych
kompletnych oraz łączenie wniosków częściowych z klasyfikatorów na podzbiorach kom-
pletnych w celu uzyskania klasyfikatora złożonego obejmującego oryginalny zbiór danych
(por. rys. 1) [Lat02c, Lat02b, Lat02a, Lat03b, BLS06]. W pracach eksperymentalnych
przy zastosowaniu indukcji reguł decyzyjnych metodą zbiorów przybliżonych, jak i induk-
cji drzew decyzyjnych (C4.5), zastosowanie metody dekompozycji dało lepsze wyniki w
zakresie dokładności klasyfikacji niż w przypadku bez zastosowanie tej metody (również w
porównaniu do metody C4.5). Uzyskanie takich wyników było możliwe przy zespole kilku-
kilkudziesięciu klasyfikatorów częściowych, a złożoność klasyfikatorów, mierzona średnią
sumą liczby reguł lub liczby liści, była czasami mniejsza lub tylko kilkukrotnie większa przy
zastosowaniu dekompozycji w porównaniu do klasyfikatorów bez zastosowania dekompo-
zycji. Przewiduję, że dzięki tak ograniczonemu wzrostowi złożoności w zakresie liczby
klasyfikatorów częściowych jak i sumarycznej złożoności modelu, metodę dekompozycji
będzie można w przyszłości stosować do bardziej intensywnych obliczeniowo i wrażliwych
na niekompletność algorytmów indukcji klasyfikatorów.

• Opracowanie metody indukcji reguł decyzyjnych generowanych z danych z brakującymi
wartościami poprzez dekompozycję analogiczną do przedstawionej powyżej, w połączeniu
z algorytmem skracania i łączenia reguł decyzyjnych na podstawie teorii zbiorów przy-
bliżonych [LM04b, LM04a]. Wyniki eksperymentalne pokazały, że o ile zwiększenie do-
kładności klasyfikacji nie jest duże (choć istotne statystycznie), to redukcja złożoności
klasyfikatora mierzona liczbą reguł decyzyjnych jest średnio trzykrotna. Zatem zapropo-
nowany algorytm umożliwia indukcję klasyfikatora, który stanowi kompaktowy zbiór reguł
obejmujących cały system informacyjny z brakującymi wartościami atrybutów, a podczas
indukcji reguł zgodnych z teorią zbiorów przybliżonych uniknięto trudności uwzględniania
brakujących wartości atrybutów.
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• Wprowadzenie uogólnionych relacji nierozróżnialności, które umożliwiają definiowanie sze-
rokiej klasy możliwych semantyk brakujących wartości, wraz z użytecznymi rodzinami
parametrycznymi takich relacji: relacje nierozróżnialności ograniczone atrybutowo (do-
wolna, choć stała semantyka brakujących wartości w obrębie całego atrybutu) oraz relacje
nierozróżnialności ograniczone deskryptorem (gdzie semantyka brakujących wartości musi
wynikać z opisu obiektów) [Lat05, Lat04]. Parametryczna rodzina relacji ograniczonych
atrybutowo została również zaimplementowana, a przeprowadzone wyniki eksperymen-
talne pokazują, że dzięki doborowi odpowiedniej semantyki brakujących wartości uzyskuje
się poprawę dokładności klasyfikacji, która niestety często nie jest istotna statystycznie z
uwagi na dużą wariancję wyników przy testach walidacji krzyżowych.

• Wykrycie braku precyzyjnego sformułowania pojęć związanych z indukcją i dopasowaniem
reguł decyzyjnych do obiektów w przypadku relacji nierozróżnialności, które nie muszą
spełniać warunków symetryczności relacji. O ile w przypadku np. pojęć górnej i dol-
nej aproksymacji takie doprecyzowanie zostało przedstawione już wcześniej (np. [Kry98,
ST01a]), to w przypadku klasyfikacji/rozpoznania/dopasowania reguł do obiektu brak
takiego dopasowania powodował trudności w implementacji indukcji i klasyfikacji. Precy-
zyjne sformułowanie co prawda na ten moment znajduje się w nieopublikowanych skryp-
tach autora rozprawy, ale zostało zaimplementowane w formie algorytmicznej w bibliotece
Rseslib w 2006 roku i jest zamieszczone w instrukcji użytkownika [WLK18, WL18, WL19].

• Rozszerzenie zastosowania systemów informacyjnych z decyzją uogólnioną na przypadek
relacji nierozróżnialności, które nie są relacją równoważności. Podobnie do powyższego
punktu, indukcja reguł decyzyjnych na podstawie decyzji uogólnionej zdefiniowana zo-
stała na podstawie klas abstrakcji relacji nierozróżnialności (por. [SP97, Baz98]). Przy
implementacji Rseslib 3 skonstruowałem algorytm indukcji reguł z decyzją uogólnioną,
który umożliwia wykorzystanie dowolnej relacji nierozróżnialności (w tym niesymetrycz-
nej) dzięki uprzedniemu wyznaczeniu ekwiwalentów klas abstrakcji przy pomocy tranzy-
tywnego domknięcia rozważanej relacji nierozróżnialności na badanym systemie informa-
cyjnym [WLK18, WL18, WL19].

• Wykrycie i oszacowanie załamania „dobrej” złożoności obliczeniowej algorytmów indukcji
drzew decyzyjnych w przypadku znacznej ilości brakujących wartości atrybutów, przy
stosowaniu popularnej strategii rozdzielania obiektu z brakującą wartością atrybutu do
wszystkich dzieci węzła testującego dany atrybut [Lat03a]. Taka strategia stosowana jest w
wielu algorytmach np. w implementacjach C4.5 i większości pochodnych [KBR84, Qui89],
a z uwagi na brak rozłącznego podziału przy węźle drzewa potrafi doprowadzić do wzrostu
złożoności czasowej liniowo-logarytmicznej (głównie z uwagi na liczbę obiektów, ale też
atrybutów) do nλ, gdzie dla danych eksperymentalnych analizowanch w pracy [?] z 75%
brakujących λ = 5 (dane wizualne ligi symulacyjnej RoboCup [KLR03]).

• Opracowanie i implementacja oprogramowania dla obliczeń rozproszonych z wykorzysta-
niem paradygmatu obliczeń na siatce małych komputerów osobistych (grid computing). W
celu umożlwienia realizacji masowych eksperymentów z wykorzystaniem algorytmów ba-
zujących na teorii zbiorów przybliżonych, w latach 2002-2006 rozwijany był przez autora
rozprawy system DIstributed EXecutoR (DIXER) dla biblioteki RSESlib 2.x [BLS05], a
od 2006 roku rozwijany jest Simple Grid Manager dla biblioteki Rseslib 3.x [WL18, WL19].
Oprogramowanie umożliwia efektywne, w pełni skalowalne, wykorzystanie mocy oblicze-
niowej zarówno sieci laboratoriów komputerowych jak i dowolnej liczby oddalonych węzłów
w celu zrównoleglenia masywnych eksperymentów badawczych.
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• Wprowadzenie metody wczesnego wykrywania potencjalnego dużego spadku jakości klasy-
fikacji poprzez testy statystyczne na danych wejściowych do modelu [LG04]. W wielu przy-
padkach zastosowanie istniejącego modelu klasyfikatora na nowych danych jest obarczone
ryzykiem dużego zmniejszenia jakości klasyfikacji w porównaniu np. do danych użytych
do indukcji tego klasyfikatora. Metoda wczesnego wykrywania takiego spadku umożli-
wia przewidzenie takiego zjawiska (np. przed doprowadzeniem do strat materialnych).
Metoda ta znalazła swoje zastosowania komercyjne (dzięki wprowadzeniu i popularyza-
cji przez autora rozprawy) i została zaimplementowana w oprogramowaniu SAS Institute
Model Manager oraz Algolytics Model Lifetime Manager (bez udziału autora rozprawy w
implementacji).

W przyszłości zamierzam kontynuować badania nad dopracowaniem pojęć teorii zbiorów
przybliżonych do przypadku niesymetrycznych relacji nierozróżnialności, co będzie wymagało
bardziej precyzyjnego opisania w postaci oddzielnej pracy, a nie tylko w podręczniku do opro-
gramowania [WLK18]. Dodatkowo, na podstawie moich zawodowych doświadczeń rozpocząłem
prace nad implementacją zupełnie odmiennego algorytmu rozdziału walidacji krzyżowej (Cross-
Validation) istotnie zmniejszającym wariancję wyników. Prace te chciałbym kontynuować po
złożeniu rozprawy, na którą składa się następujący cykl prac.

4 Wykaz prac przedstawionych w ramach rozprawy
• Wprowadzenie metody dekompozycji [Lat02a]
Rafał Latkowski. Application of data decomposition to incomplete information systems.
Mieczysław A. Kłopotek, S. T. Wierzchoń, redaktorzy, Proceedings of the Internatio-
nal Symposium “Intelligent Information Systems XI”, June 3–6, 2002, Sopot, Poland.
Physica-Verlag, 2002.

• Rozszerzony opis metody dekompozycji z wykorzystaniem reguł decyzyjnych [Lat03b]
Rafał Latkowski. On decomposition for incomplete data. Fundamenta Informaticae,
54(1):1–16, 2003.

• Metoda dekompozycji wraz z metodą łączenia reguł decyzyjnych [LM04b]
Rafał Latkowski (50%), Michał Mikołajczyk. Data decomposition and decision rule joining
for classification of data with missing values (extended version). James F. Peters, Andrzej
Skowron, redaktorzy, Transactions on Rough Sets I, wolumen 3100 serii Lecture Notes in
Computer Science, strony 299–320. Springer, 2004.

• Implementacja metody dekompozycji w oprogramowaniu RSES 2 [BLS06]
Jan G. Bazan, Rafał Latkowski (60%), Marcin Szczuka. Missing template decomposition
method and its implementation in rough set exploration system. RSCTC 2006 - Japonia,
2006.

• Załamanie złożoności obliczeniowej drzew typu C4.5 (J48) w przypadku dużej ilości bra-
kujących wartości [Lat03a]
Rafał Latkowski. High computational complexity of the decision tree induction with
many missing attribute values. Ludwik Czaja, redaktor, Proceedings of Concurrency,
Specification and Programming. CS&P’2003, Czarna, September 25-27, Volume 2., strony
318–325. Zakłady Graficzne UW, 2003.
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• Wprowadzenie uogólnionych relacji nierozróżnialności [Lat05]
Rafał Latkowski. Flexible indiscernibility relations for missing attribute values. Funda-
menta Informaticae, 67(1-3):131–147, 2005.

• Implementacja systemu do rozpraszania obliczeń dla RSES 2 [BLS05]
Jan G. Bazan, Rafał Latkowski (80%), Marcin Szczuka. DIXER — distributed executor
for rough set exploration system. Dominik Slezak, J. T. Yao, James F. Peters, Wojciech
Ziarko, X. Hu, redaktorzy, Rough Sets, Fuzzy Sets, Data Mining, and Granular Computing:
10th International Conference, RSFDGrC 2005, Regina, Canada, August 31 - September
3, 2005, Proceedings, Part II, wolumen 3642 serii LNCS, strony 39–47. Springer, 2005.

• Implementacja algorytmów rough-set’owych dla dowolnej relacji nierozróżnialności oraz
systemu do rozpraszania obliczeń dla Rseslib 3 [WL19]
Arkadiusz Wojna, Rafał Latkowski (50%). Rseslib 3: Library of rough set and machine
learning methods with extensible architecture. James F. Peters, Andrzej Skowron, redak-
torzy, Transactions on Rough Sets XXI, wolumen 10810 serii Lecture Notes in Computer
Science. Springer, 2019.

5 Omówienie głównych wyników prac wchodzących w skład roz-
prawy

1. Metoda Dekompozycji

(a) W pracy [Lat02a] wprowadzono metodę dekompozycji oraz opisano formalizację de-
kompozycji danych poprzez znajdowanie wzorców wypełnienia. Wspomniano o wy-
nikach prac eksperymentalnych dotyczących niesatysfakcjonujących rezultatów, gdy
metodą scalania wyników jest głosowanie oraz, że wzorce o podobnych wymiarach
generują bardzo zróżnicowane jakościowo wyniki, co przyczyniło się do poszukiwa-
nia zarówno alternatywnych funkcji oceny wzorca, jak i alternatywnych algorytmów
wyszukiwania wzorców. W pracy opisano wyniki eksperymentalne, w szczególno-
ści porównano wyszukiwanie wzorców za pomocą algorytmu dokładnego z algoryt-
mem genetycznym (dokumentując rozwój algorytmu genetycznego do poziomu, gdzie
osiąga zadowalającą jakość w stosunku do algorytmu dokładnego) oraz przedstawiono
wyniki jakości klasyfikacji z wykorzystaniem algorytmu C4.5 (wraz z jego wbudowaną
metodą radzenia sobie z brakującymi wartościami [Qui89]) pokazujące przewagę sku-
tecznej, ale kosztownej obliczeniowo, funkcji oceny wzorca bazującej na skuteczności
klasyfikacji w ramach podsystemu informacyjnego.

(b) W artykule [Lat03b], dzięki jego większej objętości okazało się możliwe szczegółowe
opisanie działania metody dekompozycji, zebranie wszystkich postępów w badaniach
opisywanych w pracach [Lat02b, Lat02c] oraz przedstawienie wyników przeprowadzo-
nych prac eksperymentalnych zarówno z wykorzystaniem drzew decyzyjnych (C4.5),
reguł decyzyjnych (RSES 2), jak i przy różnej zawartości brakujących wartości. Od-
nośnie zagadnienia wyszukiwania wzorca wspomniano o wynikach różnych strategii
usuwania obiektów w algorytmie generowania pokryć, przypomniano, że jest to pro-
blem NP-trudny oraz przedstawiono opis ulepszonego algorytmu genetycznego, który
zapewnia szybką i pewną zbieżność do dobrych wzorców, co jest kluczowe z uwagi na
wykorzystanie potencjalnie kosztownych funkcji oceny. Poprzednie wyniki ekspery-
mentów bazowały tylko na drzewach decyzyjnych C4.5, miało to swoje uargumento-
wanie w porównaniu bardzo skutecznej metody radzenia sobie z brakującymi warto-
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ściami (por. [KBR84, Qui89]) z metodą dekompozycji. W omawianej pracy znalazło
się już porównanie eksperymentalne wykorzystujące reguły decyzyjne bazujące na
zbiorach przybliżonych (tj. optymalne reguły decyzyjne generowane z najkrótszego
reduktu), dwie alternatywne, tańsze funkcje oceny wzorca, oraz tzw. eksperymenty
kalibrujące pokazujące relatywną niewrażliwość jakości klasyfikacji metody dekom-
pozycji na procent brakujących wartości w danych.

(c) W rozdziale [LM04b] przedstawiono metodę będącą wynikiem kombinacji metody
dekompozycji oraz metody łączenia (klastrowania) reguł decyzyjnych. Dzięki łączeniu
reguł z podsystemów informacyjnych uzyskujemy spójny, skuteczny i kompaktowy (tj.
o małym rozmiarze) klasyfikator, który umożliwia klasyfikację danych z brakującymi
wartościami bez konieczności modyfikacji algorytmu indukcji reguł do przypadku
brakujących wartości. Jako ciekawostkę można przytoczyć, że nawet skracanie reguł
dla współczynnika α < 0.5 generuje bardzo dobre wyniki skuteczności klasyfikacji
przy niewielkich zbiorach reguł.

(d) W pracy [BLS06] przedstawiono udostępnioną publicznie implementację metody de-
kompozycji w oprogramowaniu RSES 2. Implementacja udostępnia łącznie 9 para-
metryzowanych funkcji oceny wzorca.

(e) W pracy [Lat03a] opisano, wykryte przy okazji eksperymentów z wykorzystaniem
C4.5 (Weka J48 [?]), załamanie dobrej złożoności obliczeniowej drzew decyzyjnych z
uwagi na złamanie zasady „dziel i rządź”, szczególnie przy dużej zawartości brakują-
cych wartości w danych.

2. Uogólnione relacje nierozróżnialności

(a) W artykule [Lat05] wprowadzono uogólnione relacje nierozróżnialności, które umożli-
wiają jawną reprezentację różnorodnych semantyk brakujących wartości bezpośrednio
w ramach teorii zbiorów przybliżonych. Wprowadzone są też dwie rodziny parame-
tryczne takich relacji (ograniczone atrybutowo i ograniczone deskryptorowo), które
umożliwiają zastosowanie metod algorytmicznych w celu poszukiwania najbardziej
dopasowanej semantyki brakujących wartości (czyli uogólnionej relacji nierozróżnial-
ności) do analizowanych danych. Takie relacje mają też moc wyrazu niektórych algo-
rytmów uzupełniania brakujących wartości, bez konieczności faktycznej modyfikacji
danych. Zaprezentowano również podejście do generowania optymalnych relacji nie-
rozróżnialności w ramach specjalnej pod-rodziny relacji ograniczonych atrybutowo
wraz z wynikami eksperymentalnymi tego podejścia.

(b) W pracy [WL19], oprócz innych aspektów stale rozwijanej biblioteki Rseslib 3, za-
warto również implementację rozszerzonych relacji nierozróżnialności. W wyniku prac
autora niniejszej rozprawy w bibliotece Rseslib 3 zaimplementowane są obiektowe
abstrakty relacji nierozróżnialności i innych pojęć z zakresu teorii zbiorów przybliżo-
nych, algorytmy generowania reduktów (przy wykorzystaniu implikantów pierwszych)
oraz indukcji optymalnych reguł decyzyjnych umożliwiające wykorzystanie dowolnej
uogólnionej relacji nierozróżnialności. Z uwagi na w pełni obiektową implementację
pojęć teorii zbiorów przybliżonych w tej bibliotece, każda zaimplementowana metoda
wykorzystująca relacje nierozróżnialności umożliwia wykorzystanie uogólnionych re-
lacji nierozróżnialności.

3. Oprogramowanie do rozpraszania obliczeń
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(a) W pracy [BLS05] przedstawiono oprogramowanie DIXER, będące efektem prac au-
tora niniejszej rozprawy, które umożliwia rozpraszanie obliczeń na dowolnej liczbie
komputerów (tzw. grid-computing). Dzięki temu oprogramowaniu możliwe było prze-
prowadzenie wspomnianych wcześniej tak licznych eksperymentów w zakresie metody
dekompozycji, z wykorzystaniem kilkunastu zestawów danych, powtórzeń walidacji
krzyżowych (Cross-Validation) i różnych ustawień parametrów i wersji metody.

(b) W pracy [WL19], oprócz innych aspektów stale rozwijanej biblioteki Rseslib 3, przed-
stawione jest również oprogramowanie Simple Grid Manager, będące efektem prac
autora niniejszej rozprawy, które umożliwia efektywne rozpraszanie obliczeń na do-
wolnej liczbie komputerów podczas przeprowadzania eksperymentów z wykorzysta-
niem biblioteki Rseslib 3. Dzięki temu oprogramowaniu przeprowadzono również
eksperymenty z wykorzystaniem uogólnionych relacji nierozróżnialności.
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